Grupowanie klientów indywidualnych banku algorytmem ewolucji różnicowej

Streszczenie

Metody grupowania są jednymi z najczęściej stosowanych metod data mining w bankowości. Ich celem jest opis populacji klientów. Zazwyczaj stanowią punkt wyjścia do kolejnych analiz. Celem artykułu jest zaprezentowanie wyników grupowania klientów indywidualnych banku algorytmem ewolucji różnicowej. Algorytm ewolucji różnicowej jest alternatywą dla powszechnie stosowanego algorytmu k-średnich. Algorytm tworzy kilka konkurujących ze sobą rozwiązań w jednej iteracji. Wyniki uzyskane tym algorytmem są nie zależą od wektorów początkowych i efektywnie znajduje on optymalne rozwiązanie. Grupowanie było przeprowadzone na wyselekcjonowanych zmiennych ciągłych charakteryzujących wszystkich klientów indywidualnych (depozytowych, kredytowych, inwestycyjnych). Obliczenia były wykonane w dedykowanym do tego programie napisanych w SAS (w języku 4GL, SQL). Algorytm ewolucji różnicowej został wzbogacony o dodatkową zmienną, która pozwala na dobór optymalnej liczby skupień. Każda iteracja zawiera proponowane rozwiązania (chromosomy), które zostały ocenione funkcją celu zdefiniowaną przez miarę CS, zaproponowaną przez Chou (Das et. al., 2009) . Przeprowadzona analiza wykazała, że algorytm poprawnie pogrupował klientów banku. 

Słowa kluczowe: Grupowanie, Algorytm Ewolucji Różnicowej, Miara CS 
Klasyfikacja JEL: C38, M31, G21

Application of differential evolution algorithm to group bank's individual clients

Abstract

Grouping methods are one of the most commonly used data mining methods in banking. Their goal is to describe population of clients. They usually are a starting point for subsequent analyzes. The aim of the article is to present the results of grouping individual clients of the bank with the differential evolution algorithm. Differential evolution algorithm is an alternative to the commonly used k-means algorithm. Algorithm is generating several competing solutions in one iteration. It allows to become independent of starting vectors and to be more effective in searching for an optimal solution. Clustering was run with preselected continuous variables characterizing all individual clients (deposit, credit and investment). The calculations were run using computer program written in SAS (4GL/SQL). The differential evolution algorithm itself has been enriched with a variable that allows the selection of the optimal number of clusters. Each iteration contained proposed solutions (chromosomes) which were evaluated by the target function built on the CS measure proposed by Chou (Das et. al., 2009) . Conducted analysis showed that the algorithm correctly grouped the bank's clients.
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